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Abstract – The existence of outliers in the dataset can
cause low accuracy in a classification process. Outliers
in the dataset  can be removed from a preprocessing
stage  of  classification  algorithms.  Clustering  can be
used as an outlier detection method. This study applies
K-means and a distance matrix to detect outliers and
remove  them  from  datasets  with  class  labels. This
research  used  a  dataset  of  students’  academic
performance totaling  6847  instances,  having  18
attributes and 3 class labels. Preprocessing applies the
K-means  method  to  get  centroid  in  each  class.  The
distance  matrix  is  used  to  evaluate  the  distance  of
instance to the centroid. Outliers, which are a different
class,  will  be  removed  from  the  dataset.  This
preprocessing  improves  the  classification  accuracy  of
the  kNN  algorithm.  Data  without  preprocessing  has
72.28  %  accuracy,  preprocessed  data  using  K-means
with Euclidean has 98.42 % accuracy (an increase of
26.14 %), while the K-means with Manhattan has 97.76 %
accuracy (an increase of 25.48 %). 

Keywords –  preprocessing;  K-means;  kNN;  distance
matrix; Manhattan; Euclidean

Abstrak  –  Keberadaan  outlier  pada  dataset  dapat
menyebabkan  rendahnya  hasil  akurasi  pada  proses
klasifikasi.   Outlier  pada  dataset  dapat  dihilangkan
pada  tahapan  prapemrosesan  algoritme  klasifikasi.
Clustering  dapat  digunakan  sebagai  metode
pendeteksi  outlier.  Kajian ini  bertujuan menerapkan
K-means dan matriks jarak untuk mendeteksi outlier
dan menghapusnya dari dataset yang sudah memiliki
kelas label.  Penelitian ini menggunakan dataset hasil
studi mahasiswa berjumlah 6847 instance, dengan 18
atribut  dan  tiga  kelas. Prapemrosesan  menerapkan
metode K-means untuk mendapatkan pusat klaster pada
tiap class, matriks jarak digunakan untuk mengevaluasi
jarak instance dengan pusat klaster. Outlier, kelas baru
yang berbeda dengan kelas awal, yang ditemukan akan

dihilangkan. Prapemrosesan  ini  meningkatkan  hasil
akurasi  klasifikasi  algoritme  kNN.  Data  tanpa
prapemrosesan menghasilkan akurasi  sebesar 72,28 %,
data hasil prapemrosesan menggunakan metode K-means
dan  Euclidean  menghasilkan  akurasi  hasil  klasifikasi
sebesar 98,42 % (meningkat 26,14 %), sedangkan metode
K-means dan Manhattan menghasilkan akurasi sebesar
97,76 % (meningkat 25,48 %).

Kata kunci – prapemrosesan; K-means; kNN; matriks
jarak; Manhattan; Euclidean

I. PENDAHULUAN

Tujuan pendidikan pada Perguruan Tinggi (PT) yang
bermutu  adalah  menghasilkan  lulusan  yang  sesuai
dengan kebutuhan perkembangan zaman [1]. Perwalian
sebagai bentuk pembinaan mahasiswa merupakan aspek
yang sangat penting dalam mencapai tujuan pendidikan
[2].  Perwalian  ini  melibatkan  dosen-dosen  sebagai
dosen  wali  untuk  memantau perkembangan  studi
mahasiswa.  Perwalian  harus  efektif  sehingga  bisa
mengenali  atau  memprediksi  potensi  hasil  studi
mahasiswa.  Hal  ini  adalah  sangat  penting  sehingga
upaya-upaya peningkatan pembinaan mahasiswa dapat
dilakukan.  Sebuah metode untuk memprediksi  potensi
hasil  studi  mahasiswa  sangat  penting  diterapkan  agar
proses perwalian jadi lebih efektif.

Teknik klasifikasi pada data mining dapat digunakan
untuk  melakukan  prediksi  [3]. Salah  satu  algoritme
klasifikasi  data  mining  yang  dapat  digunakan  untuk
melakukan prediksi adalah  k-Nearest Neighbor (kNN).
Algoritme  kNN  dipilih  karena  sederhana  dan
memberikan hasil yang kompetitif dan signifikan untuk
menyelesaikan masalah klasifikasi [4], [5].  

Bhattacharya  dkk.  [6] menyebutkan  keberadaan
outlier pada  dataset  dapat  mempengaruhi  akurasi
algoritme kNN. Lebih lanjut, kajian tersebut menyatakan
bahwa  skor  outlier berdasarkan  perbedaan  tingkat
kepadatan  dapat  digunakan  untuk  memodulasi  fungsi
jarak  potensial  pada  klasifikasi  kNN  dalam  upaya
meningkatkan hasil akurasi pada dataset yang memiliki
outlier. 
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Sinaga dkk. [7] menyatakan adanya pengaruh outlier
pada  klasifikasi  algoritme  kNN  dan  mengusulkan
sebuah  metode  dengan  cara  mengkombinasikan
beberapa tahapan pada vektor rata-rata lokal kNN dan
jarak  harmonic sebagai  label  untuk  data  uji.  Metode
tersebut dapat  meningkatkan  hasil  akurasi  klasifikasi
kNN pada dataset yang memiliki outlier. Alternatif lain
agar akurasi hasil klasifikasi meningkat adalah dengan
menghilangkan  outlier pada  dataset  sebelum  proses
(prapemrosesan) klasifikasi. 

Deteksi adanya outlier pada dataset dapat dilakukan
dengan menggunakan metode clustering [8], [9]. Mishra
dkk.  [10] menerapkan  algoritme  K-means untuk
mendeteksi outlier pada dataset. Teknik yang dilakukan
dengan  cara  menjalankan  K-means tiga  kali  secara
bersamaan.  Algoritme  K-means mengelompokan  data
dan mengambil tiga jumlah klaster yang berbeda dari  k
yaitu  k,  k+1,  dan  k-1 secara  bersamaan  untuk  setiap
nilai  k.  Outlier terpisah  akan  dideteksi  menggunakan
radius dari setiap klaster. 

Angelin dan Geetha  [11] menerapkan algoritme  K-
means untuk mendeteksi  outlier dengan menggunakan
proses  clustering dengan  k-Median sebagai  optimasi
proses.  Dalam  tesisnya,  Gustavsson  [12] dapat
mendeteksi  kejadian  abnormal  sebagai  outlier dalam
data  lalu  lintas  penerbangan  dengan  menggunakan
clustering. Performa  terbaik  diperoleh  dengan
menggunakan spektral  clustering yang dikombinasikan
dengan sebuah kelas support vector machine (SVM).

Berbeda  dengan  [6] dan  [7] dalam  meningkatkan
hasil  akurasi  klasifikasi,  penelitian  ini  mengusulkan
prapemrosesan  untuk  menghilangkan  outlier pada
dataset  untuk  meningkatkan  hasil  akurasi  klasifikasi
algoritme kNN.  Berbeda dengan  [10] dan  [11] dalam
menerapkan  algoritme  K-means dalam  mendeteksi
outlier,  penelitian  ini  mengusulkan  deteksi  outlier
dengan menggunakan algoritme K-means  dan  matriks
jarak  pada  dataset yang  sudah  memiliki  kelas  label.
Seperti  yang  dinyatakan  [13],  [14],  matriks  jarak
memiliki  peran  yang sangat  penting pada  pemrosesan
clustering pada algoritme K-means. Berdasarkan hal ini,
penelitian  ini  memilih  matriks  jarak  Euclidean dan
Manhattan sebagai matriks yang berkinerja baik seperti
yang  dinyatakan  dalam [15],  [16].  Hal  ini  dilakukan
untuk  menunjukkan  perbandingan  hasil  kinerja  antar
matriks jarak pada metode yang diusulkan.

II. METODE PENELITIAN

Tahapan  penelitian  ini  meliputi  penyiapan data,
prapemrosesan  data,  klasifikasi  data  hasil
prapemrosesan, dan evaluasi.

A. Penyiapan data

Dataset  yang disiapkan adalah data yang  diperoleh
dari  lokasi  penelitian,  yaitu  hasil  studi  mahasiswa
Universitas Ahmad Dahlan (UAD) Yogyakarta. Data ini
diambil  dari  basis  data  sistem  akademik  UAD.  Data
hasil studi mahasiswa yang diambil memiliki 18 atribut,
dengan satu atribut sebagai atribut  kelas dan 17 atribut

sebagai fitur. Atribut  kelas label  dataset  memiliki  tiga
nilai,  yaitu  mahasiswa  lulus  tepat  waktu,  mahasiswa
lulus tidak tepat waktu, dan mahasiswa drop out (DO).
Tabel 1 menyatakan daftar atribut-atribut, tipe data, dan
deskripsi atribut pada dataset tersebut. 

B. Prapemrosesan

Tujuan  dari  desain  prapemrosesan  adalah
membandingkan  proses  metode  deteksi  outlier dari
dataset hasil studi mahasiswa UAD menggunakan dua
metode.  Metode  yang  pertama  adalah  metode  deteksi
outlier menggunakan  K-means  dan  matriks  jarak
Euclidean  dan  metode  yang  kedua  adalah  metode
deteksi outlier menggunakan K-means dan matriks jarak
Manhattan. Keluaran dari proses ini adalah berupa dua
dataset  yang sudah dibersihkan dengan metode usulan
tersebut.  Desain  prapemrosesan  ditunjukkan  pada
Gambar 1.

Berikut  dijabarkan langkah  detail  pada  proses
algoritme deteksi dan penghapusan  outlier dari dataset
hasil studi mahasiswa. Proses pertama dimulai dengan
membagi  dataset  menjadi  subdata  sejumlah  kelas
berdasarkan  kelas pada  dataset  awal.  Langkah  kedua
adalah  mencari  pusat  klaster  dari  masing-masing  sub
dataset menggunakan K-means. Algoritme K-means ini
dilakukan  dengan menentukan  k titik  pusat  klaster
secara acak. Data dikelompokkan berdasarkan jarak data
ke  setiap  pusat  k klaster.  Nilai  titik  pusat  klaster
diperbarui.  Langkah  untuk  menemukan  klaster  dan
pengelompokkan  tersebut diulang sampai  nilai  pusat
klaster tidak lagi berubah.

Langkah  ketiga  adalah  menghitung  jarak  semua
instance dengan  masing-masing  pusat  klaster  yang
dihasilkan  langkah  kedua menggunakan  matriks  jarak.
Matriks jarak yang digunakan adalah Euclidean d1 yang
dinyatakan pada  Persamaan  1,  sedangkan  matriks
Manhattan d2 pada Persamaan  2.  Parameter  d(x,y)
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Tabel 1. Daftar atribut, tipe, dan deskripsi dataset

No Daftar atribut Tipe Deskripsi
1 ip_sem_1 s/d

ip_sem_4
numerik nilai 0,00 s.d 4,00

2 ipk_sem_1 s/d
ipk_sem_4

numerik nilai 0,00 s.d 4,00

3 sks_sem_1 s/d
sks_sem_4

numerik satuan kredit semester 1 
s.d 4

4 status_sma nominal Negeri=1,  Swasta=0
5 jalur nominal Non Test=1, Test=0 
6 jenis_kelamin nominal Laki-laki=1, 

Perempuan=2 
7 gelombang numerik Gelombang seleksi: 1, 2,

dan 3
8 pilihan_ke numerik Urutan pilihan jurusan:1 

atau 2
9 cuti numerik Jumlah cuti

10 status nominal 1: Lulus tepat waktu
2: Lulus tidak tepat waktu
3: Drop out



menyatakan  jarak antara data pada titik x dan y dimana x
adalah  titik  data pertama (pusat  klaster),  y adalah  titik
data kedua (data dari n), dan n adalah jumlah atribut data.

d1 ( x,y )=√∑
i=1

n

( xi− yi )2                          (1)

d2 ( x,y )=∑
i=1

n

|xi−yi|                            (2)

Langkah  keempat  adalah  menemukan  kelas  label
baru  dari  masing-masing  metode  matriks  jarak
berdasarkan  jarak  terdekat  masing-masing  instance
dengan  pusat-pusat klaster.  Langkah  kelima  adalah
membandingkan  kelas  label  awal  dengan  kelas  label
baru. Data yang memiliki kelas label lama yang berbeda
dengan kelas  label  baru  dianggap sebagai  outlier dan
dihapus  dari  dataset.  Alur proses  deteksi  dan
penghapusan  outlier dari  dataset  ditunjukkan  pada
Algoritme 1.

C. Klasifikasi dan Evaluasi

Klasifikasi dan  evaluasi  dilakukan pada  dua dataset
yang  sudah  dibersihkan  dari  outlier.  Perbandingan
dilakukan  untuk  menghasilkan  model  dan  evaluasi
klasifikasi  hasil  studi  mahasiswa dengan nilai  akurasi
yang paling tinggi. Metode yang digunakan adalah 10-
fold cross validation yang mempunyai waktu komputasi
cepat dengan tetap menjaga akurasi estimasi [17]. 

Metode ini  membagi  data  menjadi  sepuluh  bagian
data dengan ukuran  sama untuk mengevaluasi  kinerja
model dan algoritme. Teknik ini menggunakan 9 bagian
data sebagai data latih dan  1 bagian data menjadi data
uji.  Langkah-langkah  pada  tahapan  klasifikasi  dan
evaluasi  meliputi pembagian dataset menjadi data  latih
90  % dan  10  % untuk  data  uji,  pemrosesan  data  uji
dengan  algoritme  klasifikasi  kNN  dengan  parameter
k=5,  dan  pengukuran performa model  dalam  bentuk
matriks konfusi. Performa yang diukur adalah  akurasi,
presisi,  sensitivitas,  dan  F1-score.  Eksperimen  ini
dilakukan dengan menggunakan perangkat lunak Python
versi 3.6 dan pustaka Scikit-learn versi 0.22.1.

III. HASIL DAN PEMBAHASAN

Identifikasi  jumlah  data  dari  masing-masing  kelas
awal yang dimiliki dilakukan setelah penyiapan dataset.
Dataset memiliki jumlah data 6.847 instance. Distribusi
data  berdasarkan  atribut  kelas awal  ditunjukkan  pada
Tabel 2,  yaitu lulus tepat waktu sejumlah 1.979, lulus
tidak tepat waktu 3.183, dan drop out 1.685. 

Langkah  pertama  dari  tahapan  metode  yang
diusulkan  adalah membagi dataset menjadi sub dataset
berdasarkan  kelas  label  dan  menemukan pusat  klaster
dari masing-masing sub dataset menggunakan K-means.
Klaster  data  terhadap  pusat  klaster  yang  ditemukan
ditunjukkan  pada   Gambar  2.  Klaster  tersebut
menjelaskan  adanya  outlier, yaitu  sejumlah data yang

memiliki  jarak lebih dekat terhadap pusat  data klaster
yang lain.

Evaluasi jarak semua instance pada dataset terhadap
pusat klaster dilakukan untuk menentukan bahwa semua
instance pada dataset telah masuk pada kelas yang benar
yang  ditunjukkan  dengan  jarak  instance yang  lebih
dekat  dengan  pusat  klasternya.  Jika  instance tersebut
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Gambar 1. Desain metode yang diusulkan

Tabel 2. Jumlah distribusi data tiap kelas

No Kelas Jumlah data
1 Lulus tepat waktu (1) 1.979
2 Lulus tidak tepat waktu (2) 3.183
3 Drop out (3) 1.685

Total data 6.847

Algoritme 1. Alur deteksi dan penghapusan outlier
       Begin
  1:   data_split = split_by_initial_class(data)
  2:   centroid = get_centroid_use_k_mean(data_split) 
  3:   for i := 1 to count(data) do
  4:        data_distance = distance_matrix(centroid,data[i])
  5:        new_class = nearest_centroid(data_distance)
  6:        if (data[i][inisial_class] <> new_class)
  7:            remove_from_data(data[i])
       end for  
  8:  return data
       Finish



terdeteksi  lebih dekat  dengan pusat  klaster  yang lain,
maka data tersebut teridentifikasi sebagai outlier. 

Matriks jarak yang digunakan adalah Euclidean dan
Manhattan.  Hasil  evaluasi  mariks  jarak  menggunakan
Euclidean  berhasil  mendeteksi  data  outlier sebanyak
2.475  instance  atau sebesar  36,15 % dari  keseluruhan
instance pada  dataset,  Matriks  jarak  Manhattan  bisa
mendeteksi  data  outlier sebanyak  2.522  instance atau
sebesar  36,83  %.  Rincian  data  outlier pada  masing-
masing kelas dari evaluasi menggunakan matriks jarak
Euclidean dan Manhattan dinyatakan dalam Tabel 3. 

Langkah terakhir  dari  metode prapemrosesan  yang
diusulkan  adalah  menghapus  data-data  outlier yang
ditemukan.  Dataset  yang  dibersihkan  dengan
menggunakan  metode  K-means dan  evaluasi  matriks
jarak  Euclidean (K-means+Euclidean)  menghasilkan
dataset  seperti  pada   Tabel  3,  yaitu  sejumlah  4.372
instance.  Metode K-means  dan   matriks  jarak
Manhattan (K-means+Manhattan) menghasilkan dataset
sejumlah  4.325  instance. Gambar  3 menunjukkan
kondisi  klaster  dataset  prapemrosesan  menggunakan
metode  K-means+Euclidean,  sedangkan Gambar  4
menunjukkan  kondisi  klaster  dataset  prapemrosesan
menggunakan K-means+Manhattan.

Tahapan  klasifikasi  untuk  memprediksi  hasil  studi
mahasiswa  UAD  menggunakan  algoritme  klasifikasi
kNN ini membandingkan pengujian dengan tiga metode,
yaitu tanpa prapemrosesan, K-means+Euclidean, dan K-
means+Manhattan.  Perbandingan  hasil  klasifikasi
ditunjukkan  pada  Tabel  4.  Hasil  prapemrosesan
pembersihan  outlier dari  dataset  pada  klasifikasi
algoritme kNN menunjukkan peningkatan akurasi yang
signifikan  dibandingkan  sebelum  dibersihkan  dari
outlier, yaitu   peningkatan  sebesar  26,14  %  untuk
metode  K-means+Euclidean  dan  peningkatan  sebesar
25,48 % untuk metode K-means+Manhattan. 

Metode  penghapusan  outlier pada  prapemrosesan
klasifikasi memberikan kinerja lebih baik dibandingkan
dengan optimasi algoritme klasifikasi pada dataset yang
memiliki  outlier.  Hal  ini  dibuktikan  dengan  hasil
metode usulan memiliki hasil akurasi  jauh lebih besar
dibandingkan  dengan  metode  dalam  [6] yang  hanya
dapat  menaikkan  1  % sampai  dengan  2  % pada  tiap
matriks  jarak  yang  digunakan.  Lebih  lanjut, metode
dalam  [7] hanya dapat meningkatkan akurasi  tertinggi
sampai 16,18 %. Performa kinerja matriks jarak metode
usulan ini selaras dengan [15] yang menunjukkan bahwa
matriks jarak Euclidean memberikan kinerja yang lebih
baik  dibandingkan  dengan  Manhattan,  namun
bertentangan dengan  [16] dalam  pengklasteran
ringkasan teks. Hal tersebut menunjukkan bahwa kinerja
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Tabel 3. Distribusi jumlah data tiap kelas dari hasil prapemrosesan data

No Kelas
Jumlah data

awal
K-means+Euclidean K-means+Manhattan

Jumlah Data outlier Jumlah Data outlier
1 Lulus tepat waktu (1) 1.979 1.522 457 23,09% 1.528 451 22,79%
2 Lulus tidak tepat waktu (2) 3.183 1.364 1.819 57,15% 1.337 1.846 57,99%
3 Drop out (3) 1.685 1.486 199 11,81% 1.460 225 13,35%

Total data 6.847 4.372 2.475 36,15% 4.325 2.522 36,83%

Gambar 2. Klaster data tanpa prapemrosesan

Gambar 3. Klaster data dengan prapemrosesan K-
means+Euclidean

Gambar 4. Klaster data dengan prapemrosesan K-
means+Manhattan



matriks  jarak  ini  ditentukan  kelas  dan  dataset  yang
digunakan dalam aplikasi tertentu [18].

V. KESIMPULAN

Outlier pada  dataset  dapat  terdeteksi  dan  dihapus
dengan  menggunakan  metode  K-means  dengan  jarak
matriks  pada  tahap  prepemrosesan  klasifikasi.  Hasil
akurasi klasifikasi pada algoritme kNN dapat meningkat
dibandingkan  dengan  sebelum  adanya  prapemrosesan.
Prapemrosesan  dengan  menggunakan  metode  K-
means+Euclidean menunjukkan kinerja lebih baik, yaitu
mendapatkan hasil akurasi 98,42 % (meningkat 26,14 %),
jika  dibandingkan  dengan  metode  K-means+Manhattan
yang mendapatkan akurasi 97,76 % (meningkat 25,48 %). 
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