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Abstract – Outdoor positioning is one of the important
applications in the Internet of things (IoT). The usage
of  GPS  is  unsuitable  for  low-power  IoT  devices.
Alternatively,  it  can  use  the  LoRa  devices.   This
research  aims  to  find  a  better  method  as  the
fingerprint  algorithm  for  determining  the  outdoor
position using RSS LoRa.  The methods used  as  the
fingerprint  algorithm  were  two  artificial  neural
network models, i.e.  backpropagation (BP) with four
types  of  training  methods  and  learning  vector
quantization  (LVQ)  with  two  types  of  training
methods.  The  experiment  results  show  the
performance  of  LVQ1  better  than  those  of  LVQ2.
Besides,  the  LVQ1  was  also  better  than  the  BP
method.  However,  both  BP  and  LVQ2  have  a
performance  that  is  almost  similar  to  about  70  %.
Both of the artificial neural network models, BP and
LVQ,  can  be  used  as  a  fingerprint  algorithm  to
determine quite accurate the outdoor object position.

Keywords – neural network; backpropagation; learning
vector quantization; fingerprint algorithm; RSS LoRa

Abstrak – Penentuan posisi ruang terbuka merupakan
salah  satu  aplikasi  penting  pada  internet  of  things.
Penggunaan GPS tidak  cocok  untuk perangkat  IoT
yang  berdaya  rendah.  Sebagai  alternatif  digunakan
perangkat  LoRa.  Penelitian  ini  bertujuan  untuk
menemukan metode yang lebih baik sebagai algoritme
fingerprint  dalam  menentukan  posisi  objek  pada
ruang terbuka berdasarkan RSS LoRa. Metode yang
digunakan sebagai algoritme  fingerprint adalah dua
model  jaringan  saraf  tiruan,  yaitu  backpropagation
(BP)  dengan  empat  jenis  metode  pelatihan  dan
learning  vector  quantization  (LVQ)  dengan  dua
metode  pelatihan.  Hasil  eksperimen  menunjukkan
bahwa  kinerja  LVQ1  lebih  baik  dibanding  LVQ2.
Selain itu, kinerja LVQ1 juga lebih baik dibandingkan

BP, sedangkan metode  BP dan LVQ2 memiliki tingkat
keberhasilan hampir sama di sekitar 70 %. Kedua model
jaringan saraf tiruan, baik  BP maupun LVQ, dapat
digunakan  sebagai  algoritme  fingerprint untuk
menentukan posisi objek pada ruang terbuka dengan
akurasi yang cukup tinggi.

Kata Kunci –  jaringan saraf tiruan;  propagasi  balik;
kuantisasi vektor pembelajaran; algoritme  fingerprint;
RSS LoRa

I. PENDAHULUAN

 Posisi objek merupakan salah satu informasi yang
diperlukan  oleh  aplikasi  context-awareness  dalam
Internet  of  things (IoT).  Context-awareness
didefinisikan sebagai kumpulan informasi relevan  yang
mengkarakterisasi  kondisi  atau  situasi  sebuah  entitas
yang  berada  pada  suatu  lingkungan  tertentu  untuk
diberikan  kepada  pengguna  [1].  Lingkungan  tersebut
dapat  berupa   ruang tertutup (indoor)  maupun  ruang
terbuka (outdoor). 

Akurasi posisi pada ruang terbuka sangat ditentukan
oleh  perangkat  pelacak  posisi  yang  digunakan.
Penggunaan  global  positioning  system (GPS)  sebagai
pelacak  posisi  yang  umum  digunakan  dapat
menunjukkan  koordinat  posisi  dengan  cukup  akurat.
Namun, perangkat ini  mengonsumsi arus sebesar 30 –
50  mA ketika  memperoleh  suatu  posisi  yang  dicapai
dalam waktu sekitar 10 detik [2]. GPS dengan konsumsi
energi  yang  cukup  besar  tidak  cocok  untuk  context-
awareness pada  aplikasi  IoT.  Oleh  karena  itu,
diperlukan  cara  lain  dalam  menentukan  posisi,  yaitu
dengan metode fingerprint. 

Metode  fingerprint adalah  mengukur  kekuatan
sinyal  (recieved  strength  signal,  RSS)  beberapa
pengirim  yang  diterima  oleh  sebuah  penerima  yang
merepresentasikan  posisi  sebuah  objek.   Perangkat
pengirim/penerima  dapat  menggunakan  perangkat
berjarak  jangkau  pendek  (short  range),  seperti
RFID/NFC [3], BLE 802.15.1 [4], dan WiFi 802.11x [5].
Perangkat  lainnya  adalah  yang  berjarak  jangkau
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menengah  (medium  range),  seperti  WPAN  802.15.3
atau Zigbee 802.15.4  [6],  [7]. Perangkat yang berjarak
jangkau jauh (long range) yang digunakan di antaranya
adalah SigFox [8], [9], LoRa [10], dan NB-IoT [11]. 

Aspek  penting  lain  dari  context-awareness pada
ruang terbuka adalah cakupan luasan lingkungan yang
ingin dilingkupi.  Aspek ini  sangat  bergantung  kepada
pemilihan  penggunaan  perangkat  komunikasi  yang
cocok  untuk  lingkungan  IoT.   Perangkat  komunikasi
yang  paling  cocok  untuk  tujuan  tersebut  adalah  Low
Power Wide Area Networks (LPWANs) seperti SigFox,
LoRa,  dan  NB-IoT.  Kombinasi  penggunaan  metode
fingerprint dan perangkat  komunikasi  LPWANs dapat
memenuhi persyaratan context-awareness ruang terbuka
pada  IoT  karena  memiliki  cakupan  yang  luas  dan
konsumsi energi yang lebih rendah. 

Algoritme  yang  dapat  digunakan  pada  metode
dihasilkan.  Semua penelitian  tentang  penentuan  posisi
yang  menggunakan  metode  fingerprint sebagaimana
disebutkan sebelumnya hanya menggunakan salah satu
metode yang ada saat ini. Metode yang digunakan untuk
fingerprint adalah di antaranya kNN  [8],  [9],  jaringan
saraf  tiruan  [7], dan  radial basis function  (RBF)  [10].
Sampai  saat  ini  belum  ada  kajian  yang  melakukan
evaluasi  kinerja  beberapa  algoritme  untuk  menguji
tingkat akurasi yang terbaik. Oleh karena itu, penelitian
bertujuan untuk melakukan eksperimen secara nyata (test-
bed)  menggunakan  perangkat  LoRa  untuk  melakukan
penentuan posisi pada ruang terbuka melalui perbandingan
algoritme jaringan saraf tiruan berbasis  backpropagation
(BP) dan learning vector quantization (LVQ).

II. METODE PENELITIAN

Penelitian  ini  memanfaatkan  kekuatan  sinyal  yang
diterima (recieved signal strength indicator, RSSI) dari
perangkat  LoRa  sebagai  representasi  posisi  sebuah
objek.  Konfigurasi  jaringan  LoRa  fingerprint
menggunakan  empat  perangkat  LoRa  end-device
sebagai  pengirim  RSS  ke  LoRa  objek  dan  satu
perangkat  LoRa  Dragino  OLGO2  sebagai  gateway
seperti  ditunjukkan  pada  Gambar  1.  Tipe  perangkat
LoRa  yang  digunakan  adalah  SX1278  yang  bekerja
pada frekuensi  433 MHz dengan bandwidth 125 KHz
dan spreading factor (SF) bernilai 7. 

Jaringan  tersebut  dipasang  pada  ruang  terbuka
sebagai lokasi eksperimen (test-bed) dengan luas 50 m x
150 m. Oleh karena luas jangkauan lokasi eksperimen
tidak begitu luas, maka dipilih daya transmisi 14 dBm.
Jenis  antena  yang  digunakan  adalah  antena  isotropik
dengan gain antena pengirim dan penerima (Gt dan Gr)
masing-masing  sebesar  1  dBi  yang  dipasang  pada
ketinggian  80  cm.  Parameter  jaringan  LoRa  tersebut
diringkas pada Tabel 1.

A. Tahapan penentuan posisi objek berbasis RSS 

Penentuan posisi objek dilakukan melalui dua tahap,
yaitu pembentukan basis data fingerprint dan penemuan
posisi  objek  yang  posisinya  ditampilkan  pada  mobile
phone sebagaimana ditunjukkan pada Gambar 2.  

Tahap  pertama,  yaitu  pembentukan  basis  data
fingerprint, dilakukan  dengan  cara  nilai  RSSI  yang
diterima oleh LoRa objek secara bergantian dari empat
LoRa  end-device.  Selanjutnya diteruskan melalui Lora
Gateway Dragino  OLGO2  ke  server  cloud  untuk
disimpan.  LoRa  end-device memiliki  karakteristik
pengiriman sinyal secara kontinyu dengan identitas unik
sehingga  LoRa  objek  mampu  mengidentifikasi  nilai
masing-masing  RSSI  dari  keempat  LoRa  end-device.
Untuk mengatur agar LoRa objek dapat menerima RSSI
dari keempat LoRa end-device secara bergantian, maka
setiap  LoRa  end-device diberikan  waktu  tunda secara
acak dalam melakukan pengiriman sinyal sebagaimana
diatur pada Algoritme 1. 
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Gambar 1. Penentuan posisi menggunakan RSS LoRa

Tabel 1. Parameter jaringan LoRa fingerprint

Parameter Nilai
Tipe perangkat LoRa SX1278
Frekuensi 433 MHz
Bandwidth 125 KHz
Spreading factor (SF) 7
Daya transmisi 14 dBm
Gain antena (Gt dan Gr) 1 dBi
Tinggi antena 80 cm

Gambar 2. Penemuan posisi dengan fingerprint LoRa



Algoritme 1. Pengiriman RSSI

Input: waktuAkhir = 100
Output: RSSI
1:  while waktuAkhir > 0  do 
2:      Kirim RSSI()
3:      Tunda(interval + rand())
4:      waktuAkhir = waktuAkhir -1
5:  end while

Selain itu, setiap kali pengiriman nilai keempat RSSI
tersebut ke server cloud juga diawali dengan pengiriman
posisi koordinat (x, y) LoRa objek. Posisi LoRa objek
diukur  secara  manual  menggunakan  GPS  Garmin
dengan  koordinat  (latitude,  longitude).  Koordinat  ini
dikonversi  menjadi  koordinat  (x,  y)  menggunakan
Persamaan 1 dan 2 [12]. 

x=69,1 ×‖Lat2−Lat1‖                      (1)

y=69,1 ×‖Lon2−Lon1‖× cos (Lat1/57,3)        (2)

Parameter  Lat1 dan  Lon1 menyatakan  koordinat
(latitude,  longitude)  dari  posisi  LoRa  end-device 1
sebagai  referensi  bagi  posisi  semua  perangkat  LoRa.
Lat2 dan  Lon2 menyatakan koordinat  (latitude,
longitude) dari posisi sesaat LoRa objek. Konstanta 69,1
dan 57,3 masing-masing digunakan untuk mengkonversi
derajat latitude dan longitude ke koordinat x dan y pada
jarak permukaan tanah dalam satuan mil [13]. 

Nilai keempat RSSI LoRa end-device berserta posisi
koordinat  (x, y) LoRa objek disimpan di server  cloud
sebagai  basis  data  fingerprint.  Basis  data  fingerprint
tersebut digunakan untuk  pelatihan  algoritme jaringan
saraf  tiruan-backpropagation (JST-BP)  dan  jaringan
saraf tiruan-learning vector quantization (JST-LVQ).

Tahap  kedua,  yaitu  penemuan  posisi  LoRa  objek,
dilakukan  melalui  nilai  RSSI  yang  diterima  secara
langsung  oleh  LoRa  objek  dari  keempat  LoRa  end-
device.  Nilai  RSSI  tersebut  merepresentasikan  posisi
sesaat  LoRa  objek.  Prosedur  penemuan  posisi  LoRa
objek adalah masing-masing LoRa end-device mengirim
nilai RSSI secara bergantian ke LoRa objek. Keempat
nilai RSSI tersebut dijadikan sebagai nilai masukan bagi
algoritme  fingerprint dalam memprediksi  posisi  LoRa
objek.  Algoritme  fingerprint, yaitu  JST-BP atau  JST-
LVQ,  digunakan  untuk  mempredikasi  posisi  sesaat
LoRa objek.  Hasil  prediksi  tersebut  ditampilkan  pada
perangkat mobile phone.  

B. Jaringan saraf tiruan backpropagation (JST-BP)

Jaringan  saraf  tiruan  merupakan  jaringan  yang
terinspirasi  oleh  jaringan  saraf  biologis  manusia  dan
memiliki  kemiripan  prinsip  kerja  dari  keduanya.
Kemiripannya  adalah  setiap  sel  saraf  (neuron)
terhubung secara penuh antara satu dengan yang lainnya
walaupun sel saraf tiruan sangat sederhana dibanding sel
saraf biologis. Selain itu, hubungan antar sel saraf tiruan
ditentukan oleh  sebuah fungsi  jaringan. Tujuan utama
pembentukan jaringan tersebut adalah untuk menentukan

hubungan dengan tepat  untuk menyelesaikan  persoalan
rumit yang sulit dimodelkan secara matematis.

Gambar  3 menunjukkan  jaringan  saraf  tiruan
multilayer dengan struktur 3 lapis [14]. Lapisan pertama
dan  kedua  disebut  sebagai  lapisan  tersembunyi  dan
lapisan  ketiga  adalah  lapisan  keluaran.  Lapisan
tersembunyi  dapat  dikembangkan  menjadi  beberapa
lapisan  lagi  untuk  mendapatkan  hasil  dengan  tingkat
akurasi yang tinggi.

Jaringan syarat tiruan bekerja dalam dua fase, yaitu
fase  pelatihan  dan  fase  pengujian  atau  validasi.
Pelatihan dilakukan secara berulang untuk memperoleh
bobot terbaik sebagai informasi tersimpan dalam rangka
mengenai  semua  informasi  yang  dilatihkan.  Metode
pelatihan  yang  paling  sering  digunakan  adalah
perambatan  balik  (backpropagation).  Penelitian  ini
menggunakan empat metode pelatihan perambatan balik,
yaitu  Levenberg-Marquardt (LM)  [15],  resilient
backpropagation algorithm (RPROP) [16], random order
weight (RO)  [17],  dan  quasi-Newton  backpropagation
(BFGS)  [18]. 

C. Learning vector quantization (LVQ)

Algoritme jaringan saraf tiruan  LVQ diperkenalkan
oleh Linde dkk.  [19] dan Gray  [20] sebagai algoritme
yang  digunakan  untuk  kompresi  data.  Algoritme  ini
kemudian  dikembangkan  untuk  pengenalan  pola  [21].

Prinsip utama LVQ adalah membagi ruang masukan R
q

ke dalam beberapa wilayah yang berbeda yang disebut
dengan  wilayah  keputusan  (Voronoi  cell)  dan  setiap
setiap wilayah ditetapkan sebagai satu vektor codebook
(Voronoi). 

Pengelompokan  wilayah  dilakukan  berdasarkan
wilayah  sekitar  vektor  masukan  terhadap  vektor
codebook.  Ruang  masukan  x dikelompokkan  sebagai
label  tetangga terdekatnya  di  antara  vektor  codebook.
Pada  proses  pelatihan,  batas-batas  wilayah  keputusan
dari  vektor  codebook diatur  dan  disesuaikan  melalui
proses perulangan. Saat ini terdapat lima versi algoritme
pelatihan  yang  telah  dikembangkan,  yaitu   LVQ1,
LVQ2,  LVQ3,  OLVQ1 and CLVQ (combined LVQ).
Penelitian  ini  menggunakan  metode  pelatihan  LVQ1
dan LVQ2 mengikuti algoritme dalam [22].    

Copyright ©2020, JTSiskom, e-ISSN: 2338-0403, p-ISSN: 2620-4002 Jurnal Teknologi dan Sistem Komputer, 8(2), 2020, 123

   

Gambar 3. Jaringan syarat tiruan multilayer [14]



III. HASIL DAN PEMBAHASAN 

Pengujian kinerja jaringan saraf tiruan untuk dilatih
mengetahui posisi objek pada ruang terbuka dilakukan
dengan  dua  arsitektur,  yaitu  JST-BP  dan  JST-LVQ.
Arsitektur JST-BP diuji dengan empat metode pelatihan,
yaitu  Levenberg-Marquardt (LM),  resilient
backpropagation  algorithm (RPROP),  random  order
weight (RO),  dan  quasi-Newton  backpropagation
(BFGS).  Arsitektur JST-LVQ diuji  dengan dua metode
pelatihan, yaitu LVQ 1 dan LVQ 2.  

A. Pengujian jaringan saraf tiruan – backropagation
(JST-BP)

Pengujian pertama dilakukan untuk membandingkan
empat  metode  pelatihan  pada  JST-BP  dalam
menentukan posisi objek berdasarkan metode pelatihan.
Masing-masing  metode  diuji  dengan  enam  variasi
jumlah lapisan tersembunyi (JLT), mulai dari 10 hingga
35  dengan  kenaikan  jumlah  5.  JLT  ini  dikodekan
dengan  JLT10,  JLT15,  JLT20,  JLT25,  JLT30,  dan
JLT35. Masing-masing lapisan memiliki 10 sel saraf. 

Gambar 4 menunjukkan perbandingan antarmetode
pelatihan  JST-BP  untuk  masing-masing  JLT.  Metode
pelatihan LM tidak mengalami kecenderungan naik atau
turun pada tingkat keberhasilan terhadap kenaikan JLT.
Namun,  LM  memberikan  tingkat  keberhasilan  yang
lebih baik pada JLT25 dan JLT30 pada kisaran 80 %.
Metode pelatihan RPROP mengalami kenaikan tingkat
keberhasilan  terhadap  kenaikan  JLT dari  sekitar  55%
hingga 90 %.  Metode pelatihan RO memiliki tingkat
keberhasilan hampir sama untuk semua jenis JLT yang
berada pada kisaran 77 %. Metode pelatihan BFGS juga
memiliki tingkat keberhasilan yang hampir sama untuk
semua jenis JLT pada kisaran 80 %, kecuali pada JLT25
turun pada 68 %. 

Dari  semua metode pelatihan JST-BP dengan jenis
JLT  yang  dimilikinya  ditemukan  bahwa  JLT30
memiliki kinerja yang terbaik di antara JLT yang lain.
Tingkat keberhasilan berada pada capaian 80 % untuk
semua metode pelatihan. Selain itu, JLT35 pada metode
pelatihan  RPROF  merupakan  kinerja  terbaik  yang
mencapai  90  %.  Hasil  ini  berbeda  dengan  [7] yang
memperoleh  akurasi  terbaik  menggunakan  metode
pelatihan LM sebesar 96,41 % daripada RPROF 94,52
%. Akurasi LM yang lebih baik terhadap RPROF terjadi
dengan  menggunakan  JLT25.  Secara  umum,  metode
pelatihan RO memiliki kinerja terbaik di antara metode
pelatihan lainnya. RO stabil  pada tingkat keberhasilan
sekitar 80 % untuk semua jenis JLT.

B. Pengujian jaringan saraf tiruan – learning vector
quantization ( JST-LVQ) 

Pengujian JST-LVQ dilakukan dengan dua metode
pelatihan  yaitu  JST-LVQ1  dan  JST-  LVQ2.  Masing-
masing  metode  pelatihan  diuji  untuk  melihat  tingkat
keberhasilan  dalam  menentukan  posisi  objek
berdasarkan JLT dan laju pembelajaran. Enam jenis JLT
digunakan dengan jumlah mulai dari 10 sampai 35 yang

dikodekan  dengan  JLT10,  JLT15,  JLT20,  JLT25,
JLT30,  dan  JLT35.  Laju  pembelajaran  menggunakan
lima variasi yang dimulai dari 0,01 hingga 0,09 dengan
kenaikan 0,02. 

Gambar 5 menunjukkan hasil pengujian JST-LVQ1
dengan pengujian JLT dan laju pembelajaran terhadap
persentase keberhasilan dalam menentukan posisi objek.
Tingkat  keberhasilan  tidak  mengalami  kecenderungan
kenaikan  yang  signifikan  terhadap  kenaikan  jumlah
lapisan  tersembunyi.  Namun,  terjadi  kecenderungan
kenaikan keberhasilan terhadap laju pembelajaran yang
bermula pada 75 % hingga sekitar 90 %. Di sisi lain,
tingkat  keberhasilan  ditinjau  dari  jumlah  lapisan
tersembunyi  menunjukkan  bahwa  JST25  memiliki
tingkat keberhasilan terbaik berkisar 82 % hingga 90 %.
Sementara  itu,  tingkat  keberhasilan  ditinjau  dari  laju
pembelajaran  menunjukkan  bahwa  laju  pembelajaran
0,09 memberikan tingkat keberhasilan terbaik berkisar
85  %  hingga  90  %.  Tingkat  keberhasilan  tertinggi
berdasarkan  jumlah  lapisan  tersembunyi  dan  laju
pembelajaran  terdapat  pada  JST35  dan  laju
pembelajaran 0,07.

Hasil  pengujian  pada  metode pelatihan JST-LVQ2
ditunjukkan  pada  Gambar  6.  Tingkat  keberhasilan
cenderung  menurun terhadap  kenaikan  jumlah  lapisan
tersembunyi.  Namun,  terjadi  kecenderungan  kenaikan
keberhasilan terhadap laju pembelajaran yang berkisar
55  %  hingga  90  %.  Selain  itu,  tingkat  keberhasilan
ditinjau dari  jumlah lapisan tersembunyi menunjukkan
bahwa  JST15  memiliki  tingkat  keberhasilan  terbaik
yang berada pada kisaran 68 % hingga 90 %. Sementara
itu, tingkat keberhasilan ditinjau dari laju pembelajaran
menunjukkan  bahwa  laju  pembelajaran  tertinggi  0,05
memberikan tingkat keberhasilan terbaik berkisar 65 %
hingga  80  %.  Tingkat  keberhasilan  tertinggi  yang
mencapai  90  %  terdapat  pada  JST15  dengan  laju
pembelajaran 0,03.

Perbandingan  antara  JST-LVQ1  dan  JST-LVQ2
menunjukkan bahwa rata-rata tingkat keberhasilan pada
metode  pelatihan  JST-LVQ1  lebih  tinggi  dibanding
JST-LVQ2 yang sejalan  dengan  [22].  Arsitektur  JST-
LVQ1 memiliki rata-rata tingkat keberhasilan sekitar 80
%,  sedangkan  JST-LVQ2 memiliki  memiliki  rata-rata
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Gambar 4.  Persentase keberhasilan JST-BP
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tingkat keberhasilan sekitar 70 %. Tingkat keberhasilan
JST-LVQ1 lebih tinggi dibanding JST-BP, dimana JST-
LVQ1 memiliki rata-rata tingkat keberhasilan di sekitar
80  %,  sedangkan  JST-BP  memiliki  rata-rata  tingkat
keberhasilan  di  sekitar  70  %.  Sementara  itu,
perbandingan  JST-BP  dan  JST-LVQ2  menunjukkan
bahwa keduanya memiliki tingkat keberhasilan hampir
sama di sekitar  70 %. 

Dari hasil tersebut di atas, metode JST-BP dan JST-
LVQ dapat diterapkan dalam fingerprint untuk mencari
posisi sebuah objek berdasarkan RSS beberapa pengirim
yang  diterima  oleh  sebuah  penerima  menggunakan
perangkat  LoRa  seperti  dalam  [10] serta  perangkat
ZigBee seperti  dalam  [7],  SigFox dalam  [8],  [9],  dan
NB-IoT dalam [11]. Dengan menggunakan luas daerah
pengujian  50  m  x  150  m,  persentase  keberhasilan
tertinggi JST-BP, JST-LVQ1, dan JST-LVQ2 mencapai
90 % yang sedikit lebih rendah dari [7] sebesar 94,52 –
96,41 % menggunakan JST-BP dengan ZigBee dengan
ruang uji lebih sempit. Hasil ini sebanding dengan  [8]
dan  [9] yang  menggunakan  SigFox  dan  kNN  yang
masing-masing  menghasilkan  kesalahan  lokasi  215,58
m dan 340 m. Hasil ini juga sebanding dengan [10] yang
menggunakan LoRa dan RBF di ruang terbuka 340 m x
340 m dan menghasilkan kesalahan rata-rata 24,1 m. 

IV. KESIMPULAN 

Dalam jaringan saraf tiruan-backpropagation  (JST-
BP),  JLT35  dengan  jumlah  lapisan  tersembunyi  35
memiliki kinerja terbaik dengan keberhasilan 90 % pada
metode  pelatihan  resilient  backpropagation  algorithm
(RPROF). JLT30  memberikan  kinerja  terbaik  untuk
semua  metode  pelatihan  JST-BP   yang  diuji  dengan
memiliki  kinerja  sekitar  80  %.  Metode  pelatihan
random order weight (RO) memberikan kinerja terbaik
untuk  semua  jenis  JLT  dengan  tingkat  keberhasilan
mencapai  sekitar  80  %.  Dalam  jaringan  saraf  tiruan-
learning  vector  quantization (JST-LVQ),   metode
pelatihan  LVQ1  memiliki  tingkat  keberhasilan  lebih

tinggi  dibanding  LVQ2,  baik  berdasarkan  laju
pembelajaran maupun jumlah lapisan tersembunyi. 

Perbandingan  antara  JST-BP  dan  JST-LVQ2
menunjukkan  bahwa  keduanya  memiliki  kinerja  yang
hampir sama dengan tingkat keberhasilan di sekitar 70
%.  Namun, JST-LVQ1 menunjukkan kinerja lebih baik
dibanding JST-BP. Kedua metode JST-BP maupun JST-
LVQ  dapat  digunakan  sebagai  algoritme  fingerprint
untuk  penentuan  lokasi  objek  dengan  akurasi  yang
cukup baik. 
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