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Abstract - An open challenge in bioinformatics is the
analysis  of  the  sequenced  metagenomes  from  the
various  environments.  Several  studies  demonstrated
bacteria classification at the genus level using k-mers
as  feature  extraction  where  the  highest  value  of  k
gives  better  accuracy  but  it  is  costly  in  terms  of
computational  resources  and  computational  time.
Spaced k-mers method was used to extract the feature
of the sequence using 111 1111 10001 where 1 was a
match and 0 was the condition that could be a match
or did not  match.  Currently,  deep  learning provides
the  best  solutions  to  many  problems  in  image
recognition, speech recognition, and natural language
processing.  In  this  research,  two  different  deep
learning architectures, namely Deep Neural Network
(DNN)  and  Convolutional  Neural  Network  (CNN),
trained  to  approach  the  taxonomic  classification  of
metagenome  data  and  spaced  k-mers  method  for
feature  extraction.  The  result  showed  the  DNN
classifier  reached  90.89  %  and  the  CNN  classifier
reached  88.89  %  accuracy  at  the  genus  level
taxonomy.
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Abstrak  –  Tantangan  dalam  analisis  dunia
bioinformatika  adalah  analisis  sekuens  metagenom
yang diambil dari berbagai lingkungan. Proses binning
pada  sampel  metagenom  dapat  dilakukan  dengan
menghitung frekuensi kemunculan k-mers dari  suatu
sekuens  metagenom.  Ekstraksi  fitur  spaced  k-mers
dilakukan  dengan  membandingkan  fragmen
metagenom  dengan  substring  berukuran  k  (k-mers),
namun mengijinkan  kondisi  inexact  matching  (don’t
care position). Deep Learning dapat memberikan solusi
terbaik untuk banyak masalah dalam pengenalan pola.

Penelitian ini bertujuan untuk membandingkan kinerja
dua  arsitektur  deep  learning,  yaitu  DNN  dan  CNN,
untuk  klasifikasi  data  metagenom  menggunakan
spaced  k-mers  sebagai  ekstraksi  fitur. Klasifikasi
dengan menggunakan deep learning memberikan hasil
yang lebih baik, yaitu 90,89 % menggunakan DNN dan
88,89  %  menggunakan  CNN,  dibandingkan  dengan
naïve Bayes yang menghasilkan akurasi sebesar 85,42 %
pada taksonomi tingkat genus. 

Kata  kunci –  klasifikasi;  deep  learning;  metagenom;
spaced k-mers

I. PENDAHULUAN

Pembacaan seluruh rantai DNA (genom) sudah biasa
dilakukan dalam ilmu biologi molekular dan genetika.
Pembacaan genom telah sampai ke tahap metagenom,
yaitu pembacaan seluruh DNA yang diambil dari suatu
ekosistem atau lingkungan, misalnya segenggam tanah
atau isi perut manusia, tanpa budidaya di laboratorium
atau isolasi genom individu [1]. Analisis metagenom ini
telah  diterapkan  dalam  bidang  bioteknologi,  ekologi,
dan  untuk  medis  [2].  Bahkan,  berbagai  penelitian
menunjukkan  potensi  analisis  mikroba  di  dalam  usus
untuk menangani berbagai penyakit, seperti diabetes [3]
dan obesitas [4]. Sampel metagenom yang diambil dari
suatu  lingkungan  menghasilkan  fragmen  yang
mengandung berbagai macam mikroorganisme sehingga
perlu  dilakukan  pengelompokan  (binning) untuk
mengetahui  keragaman  organisme  dalam  lingkungan
mikroba tersebut [5]. 

Proses  binning  dapat  dilakukan  dengan  dua
pendekatan, yaitu pendekatan homologi dan pendekatan
komposisi.  Pada  pendekatan  homologi,  dilakukan
pencarian  penjajaran  sekuens  dengan  membandingkan
fragmen  metagenom  dengan  basis  data  sekuens  dari
National Centre for Biotechnology Information (NCBI).
Hasilnya  disimpulkan  pada  tiap  level  taksonomi.
Metode  yang  menggunakan  pendekatan  homologi  di
antaranya  adalah  BLAST  [1],  [6] dan  MEGAN  [7].
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Berbeda  dengan  pendekatan  homologi,  pendekatan
komposisi tidak membandingkan sekuens query dengan
sekuens referensi. Pendekatan komposisi menggunakan
teknik  pembelajaran  mesin.  Pasangan  basa  hasil
ekstraksi  fitur  digunakan  sebagai  masukan  untuk
pembelajaran dengan observasi (unsupervised learning /
clusterring)  atau  pembelajaran  dengan  contoh
(supervised learning / classification).

Salah  satu  kajian  dengan  pendekatan  komposisi
melakukan  teknik  pembelajaran  mesin  dengan
mengklasifikasikan fragmen metagenom menggunakan
perhitungan frekuensi k-mers sebagai ekstraksi fitur dan
Multiclass  Support  Vector  Machine  (SVM)  sebagai
classifier  [8].  Hasil  klasifikasi  cukup  bagus  dengan
panjang  fragmen  lebih  dari  5  Kbp.  Akurasi  menurun
dengan  semakin  pendeknya  fragmen.  Selain  itu,
penggunaan 5-mers  menghasilkan 1024 fitur  sehingga
waktu pemrosesan menjadi lebih lama.

Kusuma dan Akiyama  [9] menggunakan klasifikasi
SVM dan  k-mers  frekuensi  untuk  mengekstraksi  fitur
yang  melibatkan  don’t  care  (0)  atau  yang  dikenal
dengan frekuensi  spaced  k-mers.  Frekuensi  spaced  k-
mers menghasilkan 192 fitur. Secara keseluruhan, kajian
ini sudah menghasilkan akurasi yang baik bahkan untuk
panjang fragmen kecil 400 bp (base pair), yaitu 65,3 %
untuk takson genus, 72 % untuk takson orde,  78,2 %
untuk  takson  kelas,  dan  82,1  %  untuk  takson  filum.
Pekuwali  dkk. [10] melakukan  penelitian  mencari
kombinasi  fitur  terbaik  dari  fragmen menggunakan
algoritme  genetika.  Ektraksi  fitur  kajian  tersebut
menggunakan  spaced  k-mers  yang  menghasilkan  pola
111 1111 10001 dengan 1 adalah  match  dan 0 adalah
don’t care sehingga menghasilkan 336 fitur. Klasifikasi
menggunakan Naive Bayesian Classifier (NBC) dengan
pola tersebut menghasilkan nilai akurasi sebesar 85,42
% pada takson genus.

Deep learning  muncul  kembali  sebagai  paradigma
baru  dalam  pembelajaran  mesin  yang  telah  berhasil
melakukan klasifikasi  pola  pada  data yang besar  (big
data)  [11].  Klasifikasi  Deep  Neural  Network (DNN)
juga  digunakan  untuk  mengetahui  interaksi  protein-
protein dengan akurasi sebesar 91,3 % [12]. Deep Belief
Network,  Convolutional  Neural  Network  (CNN),  dan
NBC digunakan untuk klasifikasi data sekuens dengan
menggunakan  ekstraksi  fitur  5-mers [13].  Dari  kajian
tersebut,  diperoleh  hasil  bahwa  metode  CNN
menghasilkan  akurasi  lebih  baik  dari  metode  Deep
Belief Network dan NBC pada takson genus. 

Deep  learning mampu  memberikan  hasil  akurasi
yang lebih baik dibandingkan metode klasifikasi  yang
lain. Namun, kajian metode tersebut masih diperlukan
untuk  klasifikasi  data  metagenom.  Pemilihan  model
juga diperlukan dengan melihat  karakteristik  dari  data
yang  digunakan.  Penelitian  ini  mengkaji  penggunaan
arsitektur  CNN  dan  DNN  untuk  klasifikasi  data
metagenom.  Selain  itu,  ekstraksi  fitur  spaced  k-mers
dengan pola 111 1111 10001 digunakan dalam kajian
ini karena pola tersebut memberikan akurasi lebih baik
dibandingkan k-mers biasa [13].

II. METODE PENELITIAN

Penelitian dilakukan dengan beberapa tahapan, yaitu
penyiapan data,  ektraksi  fitur menggunakan  spaced k-
mers, pembuatan model DNN dan CNN, serta pengujian
dan analisis.

A. Penyiapan data

Data  mikroba  dalam  kajian  ini  menggunakan  data
penelitian  dalam  [9].  Data  tersebut  diperoleh  dari  situs
NCBI yang diakses melalui  http://www.ncbi.nlm.nih.gov.
Data tersebut meliputi 19 spesies yang termasuk ke dalam
3  genus,  yaitu  genus  Agrobacterium,  Bacillus,  dan
Staphylococcus.  Data  yang  diperoleh  tersebut
disimulasikan  menggunakan  DNA  sequencer  MetaSim
[14] sehingga  diperoleh  sekuens DNA  dalam  format
FASTA (*.fna).

Hasil simulasi tersebut menghasilkan 10000 fragmen
data  latih  dengan  komposisi  3000  fragmen
Agrobacterium,  4000  fragmen  Bacillus,  dan  3000
fragmen  Staphylococcus.  Data  uji  yang  digunakan
adalah   4500  fragmen  dengan  1500  fragmen
Agrobacterium,  1500  fragmen Bacillus,  dan  1500
fragmen  Staphylococcus.  Setiap  fragmen  mempunyai
panjang fragmen yang tetap, yaitu 500 bp (basepair).

B. Ekstraksi fitur dengan spaced k-mers

Fitur dihasilkan dengan melakukan kombinasi dari 4
basa nukleotida Adenin (A),  Cytosine (C), Guanine (G)
dan  Thymine  (T) sehingga  jumlah  fitur  kombinasi
adalah 4k dengan jumlah k ≥ 1. Kajian ini menggunakan
spaced  k-mers dengan  1  adalah  match dan  0  adalah
don’t  care  yang  berarti  membolehkan  pasangan  basa
apapun mengisi bit tersebut  [15]. Pola yang digunakan
adalah  111 1111 10001 yang  menghasilkan  336 fitur
yang diperoleh dari kombinasi basa A, C, G dan T. Pola
111  membentuk  fitur  mulai  dari  AAA,  AAC,  AAG
sampai TTT sehingga fitur yang dihasilkan pada pola ini
adalah  sejumlah  43 (64)  fitur.  Pola  1111  membentuk
fitur mulai dari AAAA, AAAC, AAAG sampai TTTT
sehingga  fitur  yang  dihasilkan  pada  pola  ini  adalah
sejumlah 44 (256) fitur.

Gambar  1 memberikan  ilustrasi  fragmen  yang
digunakan  adalah  AAAGAAACAGA.  Karena  pola
yang digunakan adalah 111 yang berarti semua bit pada
fitur harus cocok, maka untuk mengisi kolom fitur AAA
dihitung berapa  banyak AAA yang ada pada  fragmen
tersebut. 

Pada pola 10001, karena 1 adalah match dan 0 adalah
don’t  care, maka yang diperhatikan adalah bit  pertama
dan  kelima  saja  seperti  ditunjukkan  dalam  Gambar  2.
Fragmen  yang  sama,  yaitu  AAAGAAACAGA,
digunakan, namun dengan pola 10001. Bit 1 adalah bit
yang harus cocok sedangkan 0 tidak peduli basa apa yang
mengisi bit tersebut. Pola ini membentuk fitur mulai dari
A***A,  A***C,  A***G  sampai  T***T sehingga  fitur
yang  dihasilkan  adalah  sejumlah  42  (16)  fitur.  Setelah
diperoleh fitur spaced k-mers, langkah selanjutnya adalah
menghitung frekuensi kemunculan fitur. 
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C. Pembuatan model deep learning

Model network yang dibuat mempunyai 3 komponen
lapis utama, yaitu lapis masukan, lapis tersembunyi, dan
lapis  keluaran.  Pada  lapis  masukan,  neuron yang
digunakan adalah 336  neuron atau sebanyak fitur yang
dihasilkan pada tahap ekstraksi fitur.  Backpropagation
digunakan  untuk  menghitung  loss function dan
memperbaiki  nilai  bobot  yang menjadi  masukan pada
iterasi selanjutnya. Layer keluaran adalah jumlah genus
yang  telah  direpresentasikan  menggunakan  one-hot-
vector, yaitu  [1,0,0]  sebagai  Agrobacterium, [0,1,0]
sebagai Bacillus dan [0,0,1] sebagai Staphylococcus. 

Simulasi  arsitektur  tersebut  dapat  dilihat  pada
Gambar  3 dimana  X  adalah  masukan,  Z  adalah  lapis
tersembunyi, dan Y adalah keluaran. Jumlah neuron pada
X adalah 336 yang berasal dari jumlah fitur, sedangkan Y
adalah keluaran dengan jumlah neuron adalah 3. Z adalah
lapis tersembunyi dimana banyaknya lapis ini dan neuron
tersembunyi di tiap lapis mengikuti beberapa percobaan
arsitektur.  Kajian  ini  menggunakan  arsitektur  deep
learning CNN  dan  DNN.  CNN  ini  mempunyai  filter
(kernel)  sendiri  pada  tiap  lapis  tersembunyi
(convolutional layer). 

DNN sebagai jaringan syaraf sederhana mempunyai
banyak  lapis  tersembunyi  dengan  sekumpulan  neuron
dalam tiap lapis tersembunyinya. Tidak ada ukuran pasti
untuk menentukan jumlah lapis tersembunyi dan jumlah
neuron  tersembunyi  dalam  membentuk  arsitektur
jaringan.  Untuk  itu,  diperlukan  metode  untuk
mendapatkan  arsitektur  yang  paling  optimal  untuk
digunakan sebagai classifier dalam pembelajaran mesin.
Kajian ini menggunakan metode  try and error  dengan
mengulangi  beberapa  variasi  dari  arsitektur  neural
network sampai  pelatihan  dan  pengujian  memberikan
hasil yang terbaik. Aturan dalam  rule of thumb  adalah
jumlah  neuron  tersembunyi  harus  berada  di  antara
jumlah  neuron pada lapis masukan dan keluaran  [16].
Jumlah neuron tersembunyi 2/3 dari lapis masukan dan
keluaran  serta  serta  kurang dari  2 kali  jumlah  neuron
pada lapis masukan.

D. Pengujian dan analisis model deep learning 

Keluaran hasil pelatihan adalah model deep learning
yang  harus  diuji  seberapa  baik  model  tersebut  untuk
memprediksi fragmen metagenom. Masukan pada tahap
ini  adalah  data uji  yang berjumlah 4500 fragmen dan
keluarannya adalah hasil  prediksi  dari  model tersebut.
Hasil  prediksi  ini  dievaluasi  dengan  menghitung
akurasinya, yaitu seberapa banyak data yang diprediksi
dengan benar (Persamaan 1).

Akurasi = 
∑ datauji benar

∑ datauji
 x 100%         (1)

III. HASIL DAN PEMBAHASAN

A. Fitur spaced k-mers

Fitur  spaced  k-mers  dengan pola 111 1111 10001
yang dihasilkan pada tahap ini adalah 336 fitur. Setelah
dibentuk  fitur,  langkah  selanjutnya  adalah  mencari
frekuensi  dari  masing-masing  fitur  tersebut  sehingga
dari tahapan ini menghasilkan matriks komposisi yang
berisi  frekuensi  kemunculan  (Tabel  1).  Tahapan  ini
dilakukan untuk data 10000 fragmen metagenome dan
4500  fragmen  metagenome.  Data  10000  fragmen
selanjutnya digunakan untuk pelatihan pada model deep
learning, sedangkan  data  4500  fragmen  digunakan
untuk tahap pengujian model deep learning.
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Fitur AAA AAG … CAA … CAT … TTT
Jumlah 2 1 … 0 … 0 … 0

Gambar 1. Ilustrasi spaced k-mers dengan pola 111

A   A   A   G   A   A   A   C   A   G   A   

Pola 111 menghasilkan substring:
AAA AAG AGA GAA AAA AAC ACA CAG AGA 

Fitur A***A A***G … C***T … T***T

Jumlah 5 1 … 0 … 0

Gambar 2. Spaced k-mers dengan pola 10001

A   A   A   G   A   A   A   C   A   G   A   

Pola 10001 menghasilkan substring:
AAAGA AAGAA AGAAA GAAAC AAACA AACAG 
ACAGA 

Gambar 3. Arsitektur simple neural network



B. Pembuatan model deep learning

Dalam  membangun  arsitektur  neural  network,
terdapat  parameter-parameter  yang  digunakan,  di
antaranya  jumlah  neuron  tersembunyi,  jumlah  lapis
tersembunyi, fungsi optimasi, fungsi aktivasi, dan batch
size.  Untuk  menentukan  jumlah  neuron  dan  lapis
tersembunyi dilakukan  beberapa  percobaan  try  and
error dan  mengikuti  aturan  rule  of  thumb  [16].  Pada
percobaan  pertama,  jumlah  neuron  untuk  tiap  lapis
adalah sama. Hasil percobaan tersebut dinyatakan dalam
pada Tabel 2. 

Percobaan  tersebut  menghasilkan  akurasi  yang
sudah cukup bagus untuk  tiap  neuron  pada  tiap  lapis
tersembunyi, yaitu antara 88 % sampai 90 %. Rata-rata
akurasi  tertinggi  diperoleh  jika  menggunakan  3  lapis,
yaitu  sebesar  90,42  %,  dengan  hasil  tertinggi  jika
menggunakan  8  neuron  pada  tiap  lapis,  yaitu  sebesar
90,92 %. Akurasi yang dihasilkan cukup tinggi, namun
tidak  terlihat  perbedaan  yang  cukup  signifikan  antara
banyaknya  lapis  dan  neuron tersembunyi yang
digunakan  sehingga  tidak  perlu  menggunakan  banyak
lapis dan neuron tersembunyi. Bahkan, jumlah lapis dan
neuron tersembunyi yang terlalu banyak mengakibatkan
overfitting.  Dataset  yang  digunakan  dalam  kajian
mempunyai 10000 data latih untuk mengklasifikasikan
3 genus sehingga data yang dihasilkan tidak kompleks. 

C. Perbandingan classifier

Pada  penelitian  ini,  arsitektur  classifier DNN
dibandingkan dengan arsitektur classifier CNN [13] dan
classifier naïve Bayes [10]. Hasil akurasi dari klasifikasi
data  dinyatakan  pada  Gambar  4.  DNN  dalam  kajian
mempunyai  akurasi  tertinggi,  yaitu  sebesar  90,92  %,
yang sebanding dengan [12], sedangkan CNN dan naïve
Bayes  masing-masing  sebesar  88,89  % dan  85,42  %.
Hasil  ini  juga  menunjukkan  bahwa  CNN mempunyai
akurasi  lebih besar  daripada  naïve Bayes seperti  yang
dinyatakan  dalam  [13].  DNN  ini  juga  mempunyai
akurasi yang lebih baik daripada SVM dalam [9], yaitu
sebesar 65,3 % dalam takson genus. 

Lama waktu pelatihan dan pengujian tiap  classifier
dinyatakan  dalam  Tabel  3.  Model  deep  learning
memerlukan  waktu  pelatihan  yang  lebih  lama  karena
terdapat  perulangan untuk  mendapatkan  model  yang
terbaik  sehingga lama pelatihan  tiap  classifier  terpaut
cukup jauh. Jika DNN memerlukan 128,28 detik untuk
pelatihan,  naïve  Bayes  hanya  memerlukan 0,52 detik.
CNN memerlukan waktu komputasi  lebih lama untuk
pelatihan  dan  pengujian,  yaitu  1350,4  detik  dan  1,23
detik. Hal ini disebabkan karena perhitungan pada CNN
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Tabel 1. Matriks komposisi fitur dengan pola 111 1111 10001 pada data latih

Fitur 
Fragmen

AAA
(1)

… TTT
(64)

AAAA
(65)

… TTTT
(320)

A***A
(321)

… T***T
(336)

Genus

F1 6 … 17 0 … 8 12 … 34 Agrobacterium
F2 10 … 14 4 … 6 2 … 23 Agrobacterium
… … … … … … … … … … …
F10000 16 … 36 7 … 13 337 … 74 Staphylococcus

Tabel 2. Hasil akurasi tiap percobaan

Jumlah Akurasi (%)
Layer 2 3 4 5

Neuron
5 88,60 90,30 89,35 89,73
6 88,73 90,50 89,21 89,59
7 88,30 90,60 89,19 89,15
8 89,34 90,92 89,58 89,76
9 89,05 90,37 89,12 89,14
10 89,12 90,10 89,09 89,43
15 89,12 90,00 89,48 89,36
20 88,66 90,26 89,95 89,47
30 89,40 89,50 89,49 89,78
40 90,19 89,89 89,76 90,18
50 89,70 90,36 90,14 90,00
75 90,72 90,72 90,57 90,62
100 90,17 90,46 90,37 89,25
125 90,31 90,81 90,44 89,73
150 90,82 90,57 90,24 90,53
175 90,50 90,50 90,68 90,10
200 90,77 90,89 90,44 90,44
225 90,61 90,61 90,01 90,20
250 90,66 90,85 90,67 90,76
275 90,41 90,20 90,28 90,32
300 88,60 90,30 89,35 89,73

Rata-rata 89,76 90,42 89,90 89,87

Naive Bayes CNN DNN
82

83

84

85

86

87

88

89

90

91

92

Classifier

A
ku

ra
si

 (
%

)
Gambar 4. Hasil akurasi untuk tiap classifier

Tabel  3. Lama  waktu  pelatihan  dan  pengujian  tiap
classifier

Classifier Pelatihan (detik) Pengujian (detik)
DNN 128,28 0,13
CNN 1.350,4 1,23
naïve Bayes 0,52 0,18



lebih  kompleks,  yaitu  mengekstrak  fitur  lokal  dengan
menggunakan  filter  yang  berbeda  pada  tiap  lapis
tersembunyi. 

IV. KESIMPULAN

Model deep  learning  CNN dan  DNN mampu
memberikan hasil akurasi yang lebih baik dibandingkan
dengan  naïve  Bayes.  Semakin  kompleks  model  deep
learning yang digunakan tidak menjamin akurasi yang
dihasilkan  lebih  baik.  Pada  CNN,  filter  pada  lapis
konvolusi  untuk  fitur  baru  tidak  membuat  akurasi
menjadi  lebih  baik  dibandingkan  DNN  sederhana,
bahkan membuat waktu komputasi menjadi lebih lama.
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