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Abstract  -  This  study  aims to predict  Drought  Code
(DC) in Kabupaten Kubu Raya using a combination of
SOM-RBF. The final weight value of SOM was used
as  a  center  on  the  RBF  network.  The  input  data
variables  are  rainfall  data and air  temperature  data
for three days with three binary outputs to predict DC
values.  This  study  also  observed  the  effect  of  the
number of neurons, learning rates, and the number of
iterations  on  the  results  of  the  SOM-RBF  network
training. The smallest MSE of training result from the
SOM-RBF network was 0.159933 using 65 neurons in
the  hidden  layer,  learning  rate  0.007,  and  epoch
45000.  The  detection  accuracy  of  SOM-RBF  was
91.34 % from 245 test data.

Keywords –  drought  code  prediction;  self  organizing
map; radial basis function

Abstrak – Penelitian ini bertujuan untuk memprediksi
Drought Code (DC) di Kabupaten Kubu Raya dengan
menggunakan  Kombinasi  SOM-RBF.  Nilai  bobot
akhir  dari  SOM  digunakan  sebagai  center  pada
jaringan  RBF.  Penelitian  ini  menggunakan  enam
variabel  data  masukan, yaitu data curah hujan dan
data  suhu  udara  selama  tiga  hari  dengan  tiga
keluaran biner  untuk  memprediksi  nilai  DC.
Penelitian  ini  juga  menganalisis  pengaruh  jumlah
neuron,  parameter  laju  pembelajaran,  dan  jumlah
iterasi  terhadap hasil  pelatihan jaringan SOM-RBF.
Hasil penelitian menunjukkan bahwa MSE pelatihan
terkecil  0,159933  dari  jaringan  SOM-RBF  didapat
dengan  menggunakan  65  neuron  di  lapisan
tersembunyi,  laju  pembelajaran  0,007,  dan  45000
iterasi. Dari 254 data uji, diperoleh akurasi SOM-RBF
sebesar 91,34 %.

Kata  kunci –  prediksi  drought  code;  self  organizing
map; radial basis function

I. PENDAHULUAN

Drought  code (DC)  adalah  salah  satu  parameter
peringkat bahaya kebakaran.  DC merupakan peringkat
numerik  dari  kandungan  kadar  air  di  lapisan  organik
yang berada di bawah permukaan tanah. DC digunakan
sebagai  indikator  kekeringan  dan  potensi  terjadinya
kabut asap. Peringkat DC yang tinggi biasanya terjadi
pada kebakaran lahan gambut [1]. DC mewakili  kadar
air  dari  tanah  organik  padat  pada  kedalaman  sedang
(~18 cm) [2].  DC memiliki empat kategori kelas yang
nilainya  dapat diperoleh dari data curah hujan dan suhu
udara, yaitu kelas rendah, sedang, tinggi, dan ekstrem.
Kategori  kelas  DC  tersebut  digunakan  untuk
menentukan  ada  tidaknya  pelarangan  terhadap
pembakaran hutan atau lahan gambut.

Algoritme  penyelesaian  masalah  dalam  artificial
neural  network  (ANN)  dapat  digunakan  untuk
melakukan  prediksi  DC,  salah  satunya  adalah radial
basis function (RBF)  [3]-[5]. RBF diaplikasikan untuk
klasifikasi  bibit  tanaman  lahan  gambut  berdasarkan
bentuk  daun  dalam  [4]. Algoritme  RBF  telah
diimplementasikan  di  FPGA  dalam  [5] menggunakan
bilangan  fixed  point.  Permasalahan  pada   metode
dengan titik  pusat,  seperti  RBF,  adalah  membutuhkan
set  pelatihan  yang  besar  untuk  menghasilkan  tingkat
kinerja yang baik [3].  

Modifikasi  dan  kombinasi  RBF  dengan  metode
lainnya dapat dilakukan untuk menyelesaikan masalah
titik  pusat  tersebut,  misalnya  menggunakan  data
terdiskresi  [6],  support vector machine (SVM) [7], dan
self  organizing map (SOM)  [8]-[13].  Modifikasi  RBF
dapat  dilakukan  dengan  menggunakan  keluaran  dari
SOM.  SOM mampu  memberikan  solusi  karena  dapat
memperkirakan  lokasi  yang tepat  untuk pusat  RBF di
lapisan  tersembunyi  sehingga  dapat  menghasilkan
kluster yang lebih baik [8], [9].  

Metode SOM-RBF ini  menghasilkan  metode yang
efisien untuk meningkatkan masa pakai node dalam [10]
dalam pengelompokan dan penentuan jalur optimal pada
jaringan  wireless.  SOM-RBF  juga  digunakan  dalam
memprediksi  kecepatan  angin [11],  sistem  deteksi
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pembobolan  jaringan  [12],  dan  diagnosis  penyakit
epilepsi terotomatisasi [13]. Peningkatan akurasi metode
diperoleh dari kombinasi SOM-RBF tersebut.

Penerapan  algoritme  SOM-RBF  dilakukan  untuk
aplikasi  prediksi,  klasifikasi,  dan  diagnosis  dalam
berbagai  bidang.  Aplikasi  klasifikasi  DC  berdasarkan
kelas  fire  weather  index (FWI) telah dilakukan dalam
[14],  namun  klasifiksi  tersebut  menggunakan  KNN.
Secara khusus, penelitian ini bertujuan untuk mengkaji
penerapan  algoritme  SOM-RBF  untuk  prediksi  DC
berdasarkan data curah hujan dan suhu udara di wilayah
Kabupaten  Kubu  Raya,  Kalimantan  Barat.  Model
jaringan terbaik dianalisis berdasarkan pengaruh jumlah
neuron sejumlah 5-100 neuron (kelipatan 5), parameter
laju pembelajaran dari 0,001-0,01, dan pengaruh jumlah
iterasi  terhadap  hasil  pelatihan  dari  kombinasi  SOM-
RBF. Akurasi metode SOM-RBF dihitung berdasarkan
data latih dan data uji yang digunakan. 

II. METODE PENELITIAN

Penelitian  ini  menggunakan  SOM-RBF  untuk
memprediksi  DC  sebagai  ukuran  tingkat  kekeringan.
Untuk menentukan kelas DC dibutuhkan dua data, yaitu
data curah hujan dan data suhu udara. DC mempunyai
empat kategori kelas yaitu rendah, sedang, tinggi, dan
ekstrim dengan klasifikasi seperti ditunjukkan  Tabel 1.
Kategori  kelas  DC  tersebut  digunakan  untuk
menentukan  ada  tidaknya  pelarangan  terhadap
pembakaran hutan atau lahan gambut.

Data  yang  digunakan  dalam  penelitian  ini  adalah
data  curah hujan  dan  data  suhu  udara  dari  tanggal  2
Januari  2015  sampai  27  April  2017.  Data  yang
digunakan  sebanyak  848  data.  Data  yang  diperoleh
dibagi menjadi 2 bagian yaitu 594 data latih dan 254
data  uji.  Untuk  memprediksi  DC  di  hari  ke  empat,
digunakan data curah hujan dan data suhu udara di hari
pertama  sampai  hari  ke  tiga.   Enam  variabel  data
tersebut  digunakan  sebagai  data  masukan jaringan
SOM-RBF. 

Kombinasi  SOM-RBF  dimulai  dengan
menggunakan  algoritme  SOM  untuk  menghasilkan
bobot akhir dari jaringan SOM.  Tahapan metode SOM
dinyatakan dalam Algoritme 1. Persamaan 1 digunakan
untuk  menghitung  D(j),  yaitu jarak  antara  dua  titik
dengan wij merupakan bobot jaringan (Persamaan 2).  

       D ( j)=∑
i

(w ij−X i)
2
                         (1)

w ij(i+1)=wij(i )+α [ xi – wij(i )]              (2)

Setelah  bobot  akhir  diperoleh,  bobot  tersebut
menggantikan  nilai  center  pada  jaringan  RBF.
Penelitian  ini  menggunakan  arsitektur  dan  persamaan
RBF  dalam  [3].  Arsitektur  RBF  ditunjukkan  pada
Gambar  1.  Persamaan 3 digunakan untuk menghitung

nilai Sh(k) dimana  β=
1

2σ2  dan nilai vh (jarak masukan)

diperoleh dari Persamaan 4.

    S
h

(k )=φ
h ( X ( k ))=e

(−β v h ( k ))
                   (3)

v
h

(k )=∑
i=1

p

( x i
( k )−c

h, i )
2                         (4)

Untuk  kombinasi  SOM-RBF  (Gambar  2),  nilai  ch

diperoleh dari nilai bobot akhir dari metode SOM. Nilai
ym(k) atau  nilai  keluaran  pada  jaringan  diperoleh  dari
Persamaan  5.  Nilai  wmh(k) atau  bobot  jaringan dapat
diperoleh  dengan  menggunakan  Least  Mean  Square
(LMS) yang dihitung dengan menggunakan Persamaan
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Tabel 1. Klasifikasi DC [15]

Tingkat      DC Interpretasi
Rendah <200 Kondisi basah, kabut asap tidak 

terjadi
Sedang 200 - 300 Kondisi normal, pembakaran 

harus dipantau
Tinggi 300 - 400 Kondisi puncak musim kering, 

pembakaran harus dipantau
Ekstrim >400 Kondisi bahaya kekeringan, 

pembakaran sepenuhnya 
dilarang, berpotensi 
mengakibatkan kabut asap

Algoritme 1. Metode SOM [16]

0 : Tentukan nilai weight awal secara random, jumlah
topological  neighboring  parameters. Tentukan
kecepatan pembelajaran (antara 0 dan 1).

1 : Selama syarat menghentikan proses belajar belum
terpenuhi, ulangi langkah 2 sampai 8.
2 : Untuk setiap masukan x, lakukan langkah 3 -

5
3 : Untuk setiap j, hitung D(j) (Persamaan 1)
4 : Temukan indeks j sehingga D(j) minimum
5 : Update nilai bobot pada unit j (Persamaan 2)
6 : Update kecepatan pembelajaran
7 : Kurangi  radius  lingkungan  topologi  pada

waktu tertentu
8 : Biasanya  kriteria  berhenti  adalah  jumlah

iterasi  atau  radius  menjadi  0  atau  matriks
bobot  berkurang  menjadi  nilai  yang  sangat
diabaikan

Gambar 1. Arsitektur RBF [3]



6. Error  jaringan dihitung dengan  Mean Square Error
(MSE) seperti dinyatakan dalam Persamaan 7. 

     ym (k )= ∑
h=0

H

wmh(k)e

(
−1

2 σh
2|x ( k )−c h|

2
)

               (5)

wmh(k)=wmh(k−1)+µem (k)+sh(k)          (6)

MSE=
1
n ∑

i=1

N

(Desired−Actual )2              (7)

Pada  penelitian  ini,  keluaran dari  jaringan  berupa
bilangan  biner  dengan  skema  (Y1,  Y2,  Y3),  yaitu
sebagai berikut:
• 0 0 1: Rendah  (kelas 1)
• 0 1 0: Sedang (kelas 2)
• 0 1 1: Tinggi (kelas 3)
• 1 0 0: Ekstrim (kelas 4)

III. HASIL DAN PEMBAHASAN

Proses  prediksi  DC  dimulai  dengan  memasukkan
enam  variabel  data  ke  dalam  jaringan  SOM.  Data
tersebut  adalah  data  curah  hujan  H-3  (x1),  data  suhu
udara H-3 (x2),  data curah hujan H-2 (x3),  data suhu
udara  H-2  (x4),  data  curah  hujan  H-1  (x5),  dan  data
suhu udara H-1 (x6).  Penelitian ini menggunakan 100
kali  iterasi  pada jaringan  SOM. Bobot  akhir  dari  100
kali  iterasi  tersebut  digunakan  sebagai  center  pada
jaringan RBF.

Perubahan  jumlah  neuron  di  lapisan  tersembunyi
RBF diamati untuk memilih MSE terkecil dari 594 data
latih. Dari 594 data latih, terdapat 497 data kelas 1, 75
data  kelas  2,  15  data  kelas  3  dan  7  data  kelas  4.
Penelitian ini  membatasi jumlah neuron yang diamati,
yaitu  kelipatan  5 dengan maksimum neuron  sebanyak
100.  Laju pembelajaran yang digunakan sebesar 0,001
dengan  jumlah  iterasi  sebesar  10000.  Tabel  2
menunjukkan  hasil  pelatihan  SOM-RBF  dengan
perubahan  jumlah  neuron  pada  lapisan  tersembunyi.
MSE terkecil terjadi pada jumlah neuron 45 dan 65 di
lapisan tersembunyi.  Jumlah neuron yang dihasilkan ini
selanjutnya  digunakan  dalam pengujian  pengaruh  laju
pembelaran terhadap MSE.

Pengujian  pengaruh  perubahan  laju  pembelajaran
dilakukan pada neuron dengan  lapisan tersembunyi 45
dan 60.  Laju pembelajaran yang diamati adalah antara
0,001-0,01 dengan interval 0,001. Tabel 3 menunjukkan
hasil  pelatihan  SOM-RBF  terhadap  perubahan  laju
pembelajaran dengan menggunakan 45 neuron dan 65
neuron pada lapisan tersembunyi. MSE yang dihasilkan
cenderung  bertambah  seiring  naiknnya  laju
pembelajaran  dari  0,001-0,005,  namun  tidak
mempunyai  kecenderungan  seperti  halnya  dalam  [8].
Pengujian ini menghasilkan nilai MSE terkecil  0,1633
pada  pelatihan  dengan  menggunakan  45  neuron  di
lapisan  tersembunyi,  dan  diperoleh  dengan
menggunakan laju pembelajaran 0,001 dan 0,006. MSE
terkecil diperoleh pada pelatihan dengan menggunakan

65 neuron di lapisan tersembunyi dan laju pembelajaran
sebesar 0,007, yaitu 0,161616. 

Pengamatan selanjutnya adalah terhadap perubahan
jumlah  iterasi  di  jaringan  RBF  terhadap  MSE.  Laju
pembelajaran  yang  digunakan  adalah  0,007  dengan
jumlah neuron pada lapisan tersembunyi sebanyak 65.
Iterasi  yang diamati  adalah  dari  10000 sampai  50000
dengan  interval 5000.  Tabel  4 menunjukkan  hasil
pelatihan  SOM-RBF terhadap perubahan iterasi.  MSE
terkecil  sebesar  0,159933  diperoleh  dengan  laju
pembelajaran  0,007  dan  iterasi  45000  kali.  Model
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Gambar 2. Arsitektur jaringan SOM-RBF

Tabel  2. Hasil  pelatihan  SOM-RBF  pada  perubahan
jumlah neuron. 

Jumlah Neuron Desired Actual MSE
5 594 493 0.170034
10 594 493 0.170034
15 594 483 0.186869
20 594 484 0.185185
25 594 482 0.188552
30 594 485 0.183502
35 594 478 0.195286
40 594 471 0.207071
45 594 497 0.163300
50 594 494 0.168350
55 594 482 0.188552
60 594 485 0.183502
65 594 497 0.163300
70 594 495 0.166667
75 594 494 0.168350
80 594 489 0.176768
85 594 494 0.168350
90 594 477 0.196970
95 594 451 0.240741
100 594 487 0.180135



jaringan terbaik yang diperoleh adalah 6  masukan, 65
neuron di lapisan tersembunyi, dan 3 keluaran (6-65-3)
dengan menggunakan laju pembelajaran sebesar  0,007
dan iterasi pada data latih sebesar 45000. 

Matriks  konfusi  pengujian  algoritme  SOM-RBF
menggunakan  data  latih  ditunjukkan  pada  Tabel  5.
Bobot  akhir  dari  penggunaan  65  neuron  pada  lapisan
tersembunyi dan  laju  pembelajaran 0,007  digunakan
untuk mengetahui nilai akurasi  254 data uji. Dari 254
data uji, 239 data merupakan tingkat DC rendah dan 15
data dengan tingkat DC sedang. 

Tabel  6 menunjukkan matriks  konfusi  pengujian
algoritme SOM-RBF menggunakan data uji. Penerapan
algoritme SOM-RBF menghasilkan nilai  recall kelas 1
sebesar 97,07 % dan recall kelas 2 sebesar 0 %. Nilai
presisi  kelas  1  sebesar  93,93  %  dan  presisi  kelas  2
sebesar  0  %.  Akurasi  yang  dihasilkan  adalah  sebesar
91,34 %. Hasil tersebut menunjukkan bahwa algoritme
SOM-RBF dapat mengenali kelas 1 dengan baik, namun
tidak dapat mengenali kelas 2. Akurasi yang diperoleh
ini  lebih  tinggi  daripada  metode  RBF dalam  [4] dan
KNN dalam  [14] dengan akurasi masing-masing 80 %
dan  80,16 %. 

Algoritme SOM-RBF yang digunakan menghasilkan
akurasi yang tinggi dalam prediksi DC, selaras dengan
hasil aplikasi SOM-RBF lain dalam  [10]-[13]. Bahkan,
akurasi yang diperoleh sebesar 91,34 % dalam kajian ini
lebih tinggi daripada  [11] yang menggunakan data uji
sebanyak  418  data  dengan  akurasi  71,02  %.  Namun,
adanya kelas yang tidak dikenali menunjukkan metode
tidak terlatih dengan baik untuk 594 data latih, dengan
jumlah data 497 data kelas 1, 75 data kelas 2, 15 data
kelas 3 dan 7 data kelas 4. Optimasi kinerja runtime saat
pelatihan  masih  perlu  dilakukan  seperti  dalam  [9]
sehingga dihasilkan sistem deteksi dengan akurasi  dan
waktu runtime yang optimal.

IV. KESIMPULAN

Metode  SOM-RBF  dapat  diterapkan  untuk
memprediksi  DC  di  Kabupaten  Kubu  Raya  dengan
menggunakan  100  iterasi  pada  SOM.  Model  jaringan
terbaik yang diperoleh adalah 6 masukan,  65 neuron di
lapisan  tersembunyi, dan  3  keluaran  dengan
menggunakan  laju  pembelajaran sebesar  0,007,  dan
iterasi  sebanyak  45000  pada  data  latih  jaringan  RBF
dengan nilai akurasi sebesar 91,34 % dari 254 data uji. 
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